Inteligentna analyza obrazu a hlboke strojoveé ucenie

Riesitelia: Bc. Lubomir Kralik, Bc. Rastislav Papso, Bc. Anton Moysey, Bc. Terézia Maria Houbova, Bc. Dominik Kornhauser
Garant: Ing. Peter Tarabek, PhD.

Embedding priestor

Embedding priestor predstavuje n-dimenzionalny priestor, TvOorba embedding priestoru Experimenty
ktorého hlavnou vlastnostou je uloZenie dat v priestore tak, Pre tvorbu embedding priestoru sme vyuZili neurénovu siet  Vysledky (presnost) pre dataset CIFAR10 na testovacej mnoZzine:
aby vzdialenost medzi datami s rovnakymi vlastnostami S pouZitim 3pecifickej U¢elovej funkcie Triplet Loss. Vstupom @) baseline (Softmax+CrossEntropy) - 86.67% 15 |
bola &o najmensia. Vdaka tomu vytvaraju data vembedding  do tejto funkcie st 3 vzorky - kotva (A), pozitivna vzorka (P)a  P) rozdelenie trenovacich tried do podtried s vyuzitim |
priestore zhluky (clustre), pricom data s rovnakymi negativna vzorka (N). Pozitivna vzorka a kotva patria do predtrenovanej siete ResNet50 na datasete ImageNet,
vlastnostami typicky tvoria jeden zhluk. rovnakej triedy. V procese trénovania dochadza k oddeleniu metody UMAP a algoritmu K-Means - 81.03% -

pozitivnych a negativnych pdrov o vzdialenost a, nazyvanu c) rovhomerne rozdelenie vzoriek do podtried so zacho-
Embedding priestor mdze byt nasledne vyuzity v ramci zhlu- margin. vanim pocetnosti podtried podla b) - 85.92% od
kovej analyzy dat, klasifikicie dat, detekcie anomdlii a V ramci experimentov bolo snahou modifikovat TripletLoss d) rovnomerne rozdelenie vzoriek do 5 (8) podtried - ,__
noskodenych dat v datovych mnozinach a inych metédach tak, aby jednotlivé triedy mohli formovat viacero zhlukov. 35-4§% (86.36%)
datovej analyzy. TripletLoss(A,P,N,margin) = max{d(A,P) - d(A,N) + margin, 0} e) Dotrénovanie mOdEbY b),c),d.) PR M'ean- o]

SquaredError k centroidom: priemerné zlepsenie o
Pri experimentoch s embedding priestorom boli pouzite E@| NEURONOVA SIET |c:>|i|c> r>|T|_"£:‘| 0.577% | . , » , , T P ,- - | 1_0"';
datové mnoziny MNIST, FashionMNIST a CIFAR1O. m f) vzorka P je ppva29vana Z? p92|hvnu, a!< splna podmien- e 1o
Struktdra neurnovej siete pre tvorbu embedding priestoru s vyufitim Triplet Loss. ku pp o = t, inak je oznacena za negativnu - 80.33% vizialmaeia SL) BmARRdiog PrestoN datsetn RassionMNIAT

Zdroj: https://www.tensorflow.org/addons/tutorials/losses triplet, upravené.

Detekcia rakoviny prsnika
Cielom tejto cdasti projektu je detegovat a klasifikovat Detekcia

nador rakoviny prsnika z mamografickych snimkov. Metéda detekcie nddoru bola zaloZend na pristupe, v ktorom bola pouZitd architektura
Pre pracu bol vyuzity dataset CBIS-DDSM, ktory pozostava neurdnovej siete z Deep Learning Frameworku s ndzvom Detectron. Detectron predstavuje im-
z0 samotnych mamografickych snimkov spolu s maskou, plementaciu metdd Fast R-CNN (detekcia objektov v obrazovych datach) a Mask R-CNN (séman-
ktora konkrétne lokalizuje poziciu nadoru a metaudajov, tickd segmentacia obrazu). Model Detectronu bol nasledne natrénovany na uvedenom datasete

napr. o type nadoru - benigny, maligny. Trénovacia mnozina spolu s informdciou o ohraniéeni jednotlivych nadorov.
obsahuje 1248 pacientoy, testovacia mnozina obsahuje 349 Klasifikacia

pacientov. Snimky su rozdelené do dvoch kategorii:
Calcification a Mass.

| 1 ' w
”

Pre klasifikaciu boli pouzité dva pristupy - klasifikacia samotnych nadorov Ukatka vystrihnutych obrazkov s nadorom
a klasifikacia celej snimky. Pri klasifikacii nadorov sa jednotlivé nadory z o=

0.85 1

Pocet SankOV;V_JEinot"V?Ch Teain Test obrazka wvystrihli, ¢im wvznikli obrazky o rozmere 224x224 pixelov. Motivaciou ..
ategoriac

Calcification benign 1002 197 asifikacia | | oo k zvoleniu tohto rozmeru bolo vyuzitie predtrénovanych sieti na datasete ImageNet, K i b
Calcnication wmalignant 1 od 1239 nadorov | ' ktoré maju vstupny rozmer 224x224. Takymto sp6sobom sme predtrénovanu siet dotrénovalina = /" .

Mass benign 6381 231 Klasifikacia : : v / y v 7 Ve s oper 4 s : , _ - f
e allgnan T ~F cele] snimiy | 8862% | 71:36% nase data, s jej neskorsim vyuzitim na klasifikaciu celej snimky za pomoci konceptu plnhe ..
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Vizualna kategorizacia vozidiel na zaklade poctu naprav
Kategorizacia vozidiel je jednou z délezitych uloh pri analyze dopravy. Dataset

O
P[i kategorizacii sa da postupovat viacerymi sposobmi, napr. podla V ramci projektu boli vytvorené dva datasety: oS | Predutnowand |, Vygenerovany ), ﬂ=>
dlzky vozidiel alebo vizualnych vlastnosti vozidiel. Projekt sa zameriava dataset pre detekciu kolies a dataset pre I
« 7 . . s 7 v ’ . efeg 7 _o e o : ostup tvorby datasetu
na kategorizaciu vozidiel na zaklade poctu naprav na vozidle. klasifikaciu vozidiel. Ich tvorba prebiehala v ostup oty datese

poloautomatizovanom rezime s vyuzitim predtrénovanej
Prvy pristup je zalozeny na detekcii kolies a ich naslednému priradeniu  neurdénovej siete. Jej vystup bol manualne odkontrolo-
k detegovanym vozidlam. Pouzivaju sa dve neuronové siete: prva de- vany a v pripade chyby bol tento vystup manualne upra-

tekuje vozidla a druha detekuje kolesa. veny.
Dosiahnuté vy
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Druhy pristup je zamerany na priame kategorizovanie vozidiel, kde wem ey
pocet ndprav reprezentuje triedu vozidla. Tento pristup je robustnejsi
voCi okluzii vozidiel, avsak zlozitejsi na samotné trénovanie
neuronovej siete. Neurdnova siet pre klasifikaciu vozidiel dosiahla na testo-

vacej sade celkovu presnost 98,70%. Vozidla so 4 napra-

V oboch pristupoch sa pouziva neurdnova siet ResNet-50 s vyuzitim vami neboli spravne rozpoznavane z dovodu ich
frameworku Detectron?2. nedostatocného zastupenia v trénovacom datasete.
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Detekcia vozidiel a kolies



