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Y = PredictionSpecialist Predict(X)

Buducnost obchodovania?

O TRAIN BACKTEST

V roku 2000 zamestnavala spolo¢nost Goldman Sachs vo svojom newyorskom sidle 600 obchodnikov. Do
roku 2017 spolo¢nost vymenila vSetkych obchodnikov okrem dvoch za 200 programatorov. Spolu s
mnozstvom dal'Sich spolocnosti sa zacala venovat algoritmickému obchodovaniu. Na zaklade uvedenych
informacii sme sa rozhodli pokusit o predikciu forexovych trhov prostrednictvom obchodnej stratégie

Probability0fSuccess =
MarketSpecialist Evaluate(X, Y)
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Accepted = IF Error < treshold THEN 1 ELSE O BACKTEST podporenej datovou analyzou a strojovym ucenim.
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Vytorenie obchodovacieho systému, zlozeného DU R E — Random Forrest
TRAIN TEST TEST z dvoch casti. V prvom kroku sme vytvorill Obchodovaci systém: Data collection — K-Nearest Neighbors
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IF RS| < 0.5 “.:) ﬁ Samostatné modely nedosahovali poZzadované * Klasifikacia predikeii — Cross Validatation
IF RSI > 0.5 o . 3,3 vysledky a preto sme sa ich predikcie pokusili * Dualny system neuronovych — Naive Model
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optimalizovat pridanim dalSich algoritmov a
metod ktoré by mohli pomoct dosiahnut
lepSiu predikénu schopnost.

sieti — Base Model
» Analyza vstupov

» Tvorba umelych dat
» Long short-term memory




